
Algorytm EM

Niech b¦dzie dany zestaw obserwacji x i sparametryzowna rodzina rozkªa-
dów prawdopodobie«stwa Pθ z g¦sto±ci¡ pθ. Metoda estymacji najwi¦kszej
wiarygodno±ci polega na maksymalizacji pθ(x), tzn. szukamy θ dla którego
pθ(X) jest maksymalne. Jednak»e bezpo±rednia maksymalizacja pθ(X) mo»e
by¢ bardzo trudna. Algorytm EM jest iteracyjn¡ procedur¡ która mo»e by¢
ªatwiejsza od bezpo±redniej maksymalizacji.

Poni»ej b¦dziemy zakªada¢ »e wszystkie potrzebne nam rozkªady prawdo-
podobie«stwa maj¡ g¦sto±ci, co w szczególno±ci jest speªnione w przypadku
dyskretnej przestrzeni probabilistycznej (cho¢ dla uproszczenia notacji poni-
»ej u»ywamy symbole tak jakby±my mieli przypadek ci¡gªy).

W algorytmie EM zakªadamy »e istnieje nieobserwowalna wielko±¢ y która
w pewnym sensie wyznacza x. Dokªadniej, zakªadamy »e rozkªad warunkowy
(a wªa±ciwie g¦sto±¢ warunkowa) x pod warunkiem y nie zale»y od θ czyli
oznaczaj¡c przez rθ g¦sto±¢ y, przez q(x|y) g¦sto±¢ warunkow¡ x pod warun-
kiem y, za± przez qθ g¦sto±¢ ª¡czn¡ mamy

qθ(x, y) = rθ(y)q(x|y).

Poni»ej b¦dziemy zakªada¢ »e zbiór y takich »e rθ(y) > 0 nie zale»y od θ. Z
tego zaªo»enia wynika »e zbiór par (x, y) takich »e qθ(x, y) > 0 nie zale»y od
θ. Niech qθ(y|x) b¦dzie g¦sto±ci¡ warunkow¡ y pod warunkiem x. Mamy

qθ(x, y) = pθ(x)qθ(y|x).

Teraz, zakªadaj¡c »e qθ(x, y) > 0 (czyli równie» qθn(x, y) > 0) mamy qθn(y|x) >
0, q(x|y) > 0, pθn(x) > 0 i

qθ(x, y)

pθn(x)
=
qθ(x, y)qθn(y|x)
pθn(x)qθn(y|x)

=
qθ(x, y)

qθn(x, y)
qθn(y|x) =

rθ(y)q(x|y)
rθn(y)q(x|y)

qθn(y|x) =
rθ(y)

rθn(y)
qθn(y|x)

Z powy»szego wynika »e dla pθ(x) > 0 mamy

pθ(x)

pθn(x)
=

∫
qθ(x, y)

pθn(x)
dy =

∫
q(x,y)>0

qθ(x, y)

pθn(x)
dy =

∫
rθ(y)

rθn(y)
qθn(y|x)dy.

W szczególno±ci z istnienia (x, y) takiego »e qθ(x, y) > 0 wynika »e pθn(x) > 0.
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Zauwa»my teraz »e logarytm jest funkcj¡ ±ci±le wkl¦sª¡. Przy ustalonym
x oznaczaj¡c L(θ) = log(pθ(x)) z nierówno±ci Jensena mamy

L(θ)− L(θn) = log(
pθ(x)

pθn(x)
) = log(

∫
rθ(y)

rθn(y)
qθn(y|x)dy)

≥
∫

log(
rθ(y)

rθn(y)
)qθn(y|x)dy = Q(θ, θn).

gdzie ostatnia równo±¢ jest de�nicj¡ Q(θ, θn). W algorytmie EM wybieramy
jako θn+1 takie θ które zmaksymalizuje Q(θ, θn), albo przynajmniej takie by
Q(θn+1, θn) > 0. Przy takim wyborze θn warto±ci L(θn) tworz¡ ci¡g ±ci±le
rosn¡cy. Je±li dla dowolnego ustalonego x gesto±¢ pθ(x) jest ograniczona,
to równie» L(θ) jest ograniczona i ci¡g L(θn) jest ograniczony, a wiec jest
ci¡giem zbie»nym. Przy rozs¡dnych zaªo»eniach, np. »e dla dowolnego a
zbiór θ takich »e L(θ) ≥ a jest zwarty, za± Q ma ci¡gª¡ pochodn¡ wynika
st¡d istnienie podci¡gu ci¡gu θn zbiegaj¡cego do θ∞ takiego »e Q(θ∞, θ∞) = 0
daje punkt stacjonarny Q(θ, θ∞) (tzn. ∇θQ(θ, θ∞) = 0).

Zauwa»my »e Q(θ, θ) = L(θ) − L(θ) = 0, czyli je±li Q(θ, θn) nie osi¡ga
maksimum dla θ = θn to istnieje θ takie »e Q(θ, θn) > 0. Jak zauwa»yli±my
wy»ej przy sªabych zaªo»eniach o Q istnieje podci¡g zbie»ny do θn i pochodna
∇θQ(θ, θn) = 0. Czyli je±li równie» L jest ró»niczkowalna to pochodna L w
θ∞ jest równa 0. Czyli θ∞ jest punktem stacjonarnym L. W specjalnych
przypadkach mo»e si¦ zdarzy¢ »e θ∞ to punkt siodªowy czy nawet lokalne
minimum L, ale zwykle jest to maksimum lokalne.

Otrzymany wzór na Q(θ, θn) mo»na nieco przeksztaªci¢:

Q(θ, θn) =

∫
log(

rθ(y)

rθn(y)
)qθn(y|x)dy =

∫
log(rθ(y))qθn(y|x)dy −

∫
log(rθn(y))qθn(y|x)dy

A wi¦c maksymalizacja Q(θ, θn) jest równowa»na maksymalizacji∫
log(rθ(y))qθn(y|x)dy = Eqθn (log(rθ(y))|x)

bo drugi czªon w Q(θ, θn) nie zale»y od θ. Ostatnia równo±¢ wyja±nia nazw¦
EM: expectation maximization. Mianowicie, w najpierw wyliczamy wyra»e-
nie na Eqθn (log(rθ(y))|x), jest to krok E (expectation). Nast¦pnie maksyma-
lizujemy otrzymane wyra»enie wzgl¦dem θ, czyli robimy krok M (maximiza-
tion).
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Powy»ej przedstawili±my algorytm EM w bardzo ogólnej postaci. Zwykle
zakªada si¦ »e y = (x, z) dla pewnego dyskretnego z. Oczywi±cie wtedy x jest
jednoznacznie wyznaczone przez y, a wi¦c nasze zaªo»enie o tym »e rozkªad
x pod warunkiem y nie zale»y od θ jest automatycznie speªnione.

W ogólnej sytuacji nie jest jasne czy maksymalizacja Q(θ, θn) jest ªatwiej-
sza od maksymalizacji L(θ). Ale w wielu przypadkach, np. modelu IBM
1 czy przy szacowaniu ukrytych modeli Markowa maksymalizacja Q(θ, θn)
mo»e by¢ ªatwo przeprowadzona dokªadnie. W niektórych przypadkach do-
kªadne wzory na θ maksymalizuj¡ce Q(θ, θn) s¡ niepraktyczne, ale mo»na je
zadowalaj¡co przybli»a¢.
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